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预备知识

•泰勒展开

• KKT条件



优化算法

•所有的算法的本质都在求解KKT条件

•⼤多数优化算法都是迭代算法

•假设：𝑓!(𝑥)是光滑的，容易求梯度、Hessian矩阵

•线搜索算法：

• ⼀旦确定了搜索的⽅向，下⼀ 步即沿着该⽅向寻找下⼀个迭代点 



线搜索算法

• 线搜索算法

• 梯度下降法

• ⽜顿法

•迭代算法（下⼭法）
𝑥!"# = 𝑥! + 𝛼!𝑑!

• 步长： 𝛼! ∈ 𝑅

• ⽅向： 𝑑! ∈ 𝑅$

𝜑 𝛼 = 𝑓%(𝑥! + 𝛼𝑑!)

𝛼! = argmin
&
𝜑 𝛼 = argmin

&
𝑓%(𝑥! + 𝛼𝑑!)

⼀维、关于𝛼的凸函数（amijo准则）



梯度下降法

•负梯度定义

𝑑2 = −∇𝑓(𝑥2)

•重复

𝛼2 = argmin
3
𝑓4(𝑥2 + 𝛼2𝑑2)

𝑥256 = 𝑥2 + 𝛼2𝑑2

直到收敛



⼆次函数的梯度法



梯度法在凸函数上的收敛性

•收敛性的证明思路

||𝑥256 − 𝑥∗||
||𝑥2 − 𝑥∗||

< 1

•线性收敛

||𝑥256 − 𝑥∗||
||𝑥4 − 𝑥∗||

< 𝑐2



⽜顿法

•考虑𝑓(𝑥)在𝑥2的⼆阶泰勒展开

• 忽略其中的⾼阶项，求关于𝑑"的函数的稳定点

∇#𝑓 𝑥" 𝑑" = −∇𝑓(𝑥")

• ⽜顿法更新公式

• 步长恒为1（经典⽜顿法）



经典⽜顿法的收敛性

•⼆次收敛
||𝑥"$% − 𝑥∗||

𝑥" − 𝑥∗ # < 1



次梯度法

• 𝑓4(𝑥)为凸函数，但不可微

•次梯度

𝑓(𝑦) ⩾ 𝑓(𝑥) + 𝑔8(𝑦 − 𝑥),

•次梯度算法

𝑥256 = 𝑥2 − 𝛼2𝑔2



约束优化问题

•相比于⽆约束优化问题

•约束优化问题中𝑥不能随便取值，梯度下降法所得点不⼀

定在可⾏域内 

•最优解处目标函数的梯度不⼀定为零向量 



1. 等式约束的凸优化问题

•优化问题
min𝑓!(𝑥)

s. t. 𝐴𝑥 = 𝑏

•KKT条件
𝐴𝑥∗ = 𝑏

∇𝑓∗ 𝑥 + 𝐴'𝑣∗ = 0



例：等式约束的QP问题

𝑃 ∈ 𝑆59



1. 等式约束的⽜顿法

• 假设𝑥"为可⾏解，需要找到下⼀个可⾏解

min𝑓! 𝑥" + 𝑑

s. t. 𝐴 𝑥" + 𝑑 = 0

• 对𝑥" + 𝑑进⾏⼆阶泰勒展开

min𝑓! 𝑥" + ∇𝑓' 𝑥" 𝑑 +
1
2
𝑑'∇#𝑓' 𝑥" 𝑑

s. t. 𝐴𝑑 = 0

• 算法

𝛼" = argmin
()!

𝑓(𝑥" + 𝛼"𝑑")

𝑥"$% = 𝑥" + 𝛼"𝑑"



2. 拉格朗日法

•算法

𝑥256 = 𝑥2 − 𝛼2 ∇𝑓 𝑥2 + 𝐴8𝑣2

𝑣256 = 𝑣2 + 𝛼2 𝐴𝑥2 − 𝑏

•鞍点解释

• 𝑥∗, 𝑣∗ = argmin
(
max
)
𝐿(𝑥, 𝑣)

• 𝑣∗, 𝑥∗ = argmax
)

min
(
𝐿(𝑥, 𝑣)

• 𝑥∗ = argmin
(
𝐿(𝑥, 𝑣∗)：假设𝑣∗已知（用𝑣! 代替），求解⽆约束优化问题

• 𝑣∗ = argmax
(
𝐿(𝑥∗, 𝑣)：假设𝑥∗已知（用𝑥! 代替），求解⽆约束优化问题
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2. 拉格朗日法

•算法

𝑥256 = 𝑥2 − 𝛼2 ∇𝑓 𝑥2 + 𝐴8𝑣2

𝑣256 = 𝑣2 + 𝛼2 𝐴𝑥2 − 𝑏

•鞍点解释

• 𝑥∗, 𝑣∗ = argmin
(
max
)
𝐿(𝑥, 𝑣)

• 𝑣∗, 𝑥∗ = argmax
)

min
(
𝐿(𝑥, 𝑣)

• 𝑥∗ = argmin
(
𝐿(𝑥, 𝑣∗)：假设𝑣∗已知（用𝑣! 代替），求解⽆约束优化问题

• 𝑣∗ = argmax
(
𝐿(𝑥∗, 𝑣)：假设𝑥∗已知（用𝑥! 代替），求解⽆约束优化问题



增⼴拉格朗日函数

•增⼴拉格朗日函数

𝐿* 𝑥, 𝜐 = 𝑓 𝑥 + 𝜐' 𝐴𝑥 − 𝑏 +
𝑐
2

𝐴𝑥 − 𝑏
#
#

•增⼴拉格朗日函数为以下问题的拉格朗日函数

min 𝑓 𝑥 +
𝑐
2

𝐴𝑥 − 𝑏
#
#

𝑠. 𝑡. 𝐴𝑥 = 𝑏

与以下问题的原问题最优解和对偶问题最优解都是⼀样的

min 𝑓 𝑥

𝑠. 𝑡. 𝐴𝑥 = 𝑏



增⼴拉格朗日法(1)

min 𝑓 𝑥 +
𝑐
2 𝐴𝑥 − 𝑏 #

#

𝑠. 𝑡. 𝐴𝑥 = 𝑏

算法：

𝑥"$% = 𝑥" − 𝛼"∇+𝐿,(𝑥", 𝜐")

𝜐"$% = 𝜐" + 𝛼" 𝐴𝑥" − 𝑏



增⼴拉格朗日法(2)

min 𝑓 𝑥 +
𝑐
2 𝐴𝑥 − 𝑏 #

#

𝑠. 𝑡. 𝐴𝑥 = 𝑏

算法：

𝑥"$% = argmin
+
𝐿,(𝑥, 𝜐")

𝜐"$% = 𝜐" + 𝐶 𝐴𝑥"$% − 𝑏



不等式约束的凸优化问题

• 内点法
• 屏障法
• …



随机优化算法

•监督学习模型 

• 假定 (X, 𝑦)服从概率分布 𝑃，其中𝑋为输⼊， 𝑦为标签. 

• 决定⼀个最优的函数	𝜑 使得期望风险 𝐸[𝐿(𝜑(𝑥), 𝑦)]最小，其中 𝐿(·,·)表示

损失函数，用来衡量预测的准确度，函数	𝜑 为某个函数空间中的预测函数.

• 在实际问 题中我们并不知道真实的概率分布 P，⽽是随机采样得到的⼀个

数据集 𝐷 = {(𝑥#, 𝑦#), (𝑥*, 𝑦*),· · · , (𝑥+ , 𝑦+ )}.然后用经验风险来近似期望风

险， 并将预测函数	𝜑(·)参数化为	𝜑(·; 𝜃)以缩小要找的预测函数的范围，

即要求解下面的极小化问题: 

min
(

1
𝑁O

,-#

+

𝐿(𝜑 𝑥, , 𝜃 , 𝑦,)

• 由于数据规模巨⼤，计算目标函数的梯度变得非常困难



随机梯度下降（Stochastic Gradient Descent）

• 假设每⼀个	𝑓-(𝑥)是凸的、可微的

• 随机梯度下降法 

其中 𝑠" 是从 {1, 2, · · · , N } 中随机等可能地抽取的⼀个样本。常用的形

式是小批量(mini-batch)随机梯度法，即随机选择⼀个元素个数很少的集

合 𝐼" ⊂ {1,2,··· , 𝑁}，然后执⾏迭代格式 



动量⽅法(momentum) 

• 在算法迭代时⼀定程度上保留之前更新的⽅向，同时利用当前计算的梯度调整

最终的更新⽅向.

• 在计算当前点的随机梯度 ∇𝑓.! (𝑥!)后，将其和上⼀步更新⽅向	𝑣! 做线 性组合

来得到新的更新⽅向 𝑣!"#

• 在普通的梯度法中，每⼀步迭代只用到了当前 点的梯度估计，动量⽅法的更新

⽅向还使用了之前的梯度信息。



Nesterov⽅法

•先对点施加速度的作用，再求梯度，可以理解为对标准动

量⽅法做了⼀个校正. 



AdaGrad算法(adaptive subgradient methods)

• 传统梯度算法只有⼀个统⼀的步长	𝛼" 来调节每⼀步迭代，它没有针对

每⼀个分量考虑 

• 当梯度的某个分量较⼤时，可以推断出在该⽅向上函数变化比较剧烈，

此时应该用小步长

• 当梯度的某个分量较小时，在该⽅向上函数比较平缓，此时应该用⼤

步长. 

• 𝑔" = ∇𝑓.! (𝑥")

• 当 𝐺" 的某分量较⼤时，该分量变化比较剧烈，因此应采用小步长，反

之亦然 



谢谢！！


